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Celem podjętych badań było zastosowanie 
sztucznych sieci neuronowych (SSN) do 

oceny wpływu kolejnych laktacji na zawartość 
mocznika w mleku. W obserwacji wykorzystano 
takie składniki mleka, jak: procentową zawar-
tość tłuszczu, białka, stosunek tłuszczu do biał-
ka i laktozy. Materiał do badań stanowiły dane 
uzyskane z próbnych udojów w gospodarstwie 
produkcyjnym w województwie dolnośląskim. 
W gospodarstwie znajdowały się krowy rasy 
polskiej holsztyńsko-fryzyjskiej (HF) odmiany 
czarno- i  czerwono-białej. Wydajność mleczna 
w gospodarstwie wynosiła  ±1200 l za laktację. 
Przeprowadzone analizy wykazały, że na podsta-
wie wybranego modelu SSN zmienia się wpływ 
wybranych składników mleka w poszczególnych 
laktacjach. Uzyskane wyniki mogą potwierdzać 
wpływ kolejnych laktacji na zawartość mocznika 
i wybranych składników w mleku. Wykorzystane 
w badaniu SSN można wykorzystać jako narzę-
dzie do wspomagania w modelowaniu oraz po-
znawaniu nieliniowych i trudnych do określenia 
współzależności miedzy czynnikami wpływają-
cymi na ich przebieg.

Sztuczne sieci neuronowe (SSN) są 
narzędziem coraz częściej wykorzystywanym 
w poznawaniu złożonych procesów biologicz-
nych. Podstawą tworzenia sieci są algorytmy 
uczące (Korbicz i in., 1994; Kosiński, 2002; 
Rzewulska i Strabel, 2013 a,b), umożliwiające 
zaprojektowanie odpowiedniej struktury sieci 
i dobór parametrów tej struktury dopasowanych 
do rozwiązywanego problemu. SSN w uprosz-
czony sposób symulują działanie centralnego 

systemu nerwowego organizmów żywych. Mo-
delowanie procesów przetwarzania informacji 
pozwala na rozwiązywanie problemów trudnych 
lub wręcz niemożliwych do realizacji za pomocą 
metod standardowych. Procesy biologiczne cha-
rakteryzują się dużą złożonością i nieliniowością 
oraz trudnymi do określenia współzależnościa-
mi pomiędzy czynnikami wpływającymi na ich 
przebieg. SSN są wykorzystywane do wspoma-
gania, modelowania oraz poznawania procesów 
zachodzących w szeroko pojętej inżynierii rol-
niczej (Boniecki, 2004, 2005; Kosiński, 2014). 
Potencjalne zastosowanie SNN cały czas się po-
szerza. Jest to możliwe dzięki ich podstawowej 
właściwości, jaką jest wykorzystywanie procesu 
uczenia. Uczenie się sieci polega na automatycz-
nym (według odpowiedniego algorytmu) dobra-
niu takich wartości wag, przy których sieć będzie 
możliwie najlepiej rozwiązywała dane zadanie. 
Proces uczenia się jest realizowany na podstawie 
danych posiadanych przez sieć. Zaletą SNN jest 
rozproszony charakter przetwarzania informacji 
przy dużej ilości parametrów (sieci i algorytmu 
uczącego), przy jednoczesnym braku ścisłych 
reguł do estymacji ich wartości. Z właściwości 
tych wynika odporność na uszkodzone (elimina-
cja znaczącej nawet części neuronów) lub mało 
czytelne dane, co zdarza się w przypadku danych 
empirycznych (Rzewulska i Strabel, 2013 b).

Prawidłowo zbilansowana pod względem 
zawartości białka i energii dawka pokarmowa dla 
krów mlecznych to podstawowy warunek opty-
malnego przebiegu laktacji i właściwego składu 
mleka (Jamroz i Potkański, 2004). Szczególnie 
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wrażliwą grupę żywieniową stanowią krowy 
o wysokiej wydajności, u których należy zwró-
cić uwagę na udział w dawce pokarmowej pasz 
dostarczających dwa podstawowe składniki, tj. 
białko i energię oraz na ich wzajemne zależno-
ści. Z niedoborami tych składników (Johnson 
i Young, 2003) można spotykać krowy zwłaszcza 
w szczytowym okresie laktacji, kiedy potrzeby 
pokarmowe zwierząt przekraczają możliwości 
pobrania odpowiednich składników z paszy, a po-
wstały deficyt musi być pokryty z rezerw organi-
zmu. Zawartość mocznika w mleku zależy mię-
dzy innymi od pobrania białka ogólnego i energii 
oraz od wzajemnego  stosunku tych składników 
w dawce pokarmowej (Hojman i in., 2004). Ilość 
białka, jak również mocznika w mleku jest wskaź-
nikiem właściwie zbilansowanej dawki pokarmo-
wej (Hojman i in., 2004). Wpływ na zawartość 
mocznika może mieć wiele czynników, m.in.: 
pora roku, miesiąc, faza laktacji, dzień doju i pora 
dnia oraz numer laktacji (Arunvipas i in., 2003; 
Guliński i in., 2008; Fatehi i in., 2012). Według 
różnych autorów odziedziczalność zawartości 
mocznika w mleku wynika ze zmienności osob-
niczej (Rajala-Schultz i Saville, 2003; Bastin i in., 
2009;  Satoła i Ptak, 2016).

Celem niniejszej pracy było zaprojekto-
wanie odpowiedniej struktury sieci (SSN) i dobór 
parametrów tej struktury do zbadania zależności 
między zawartością mocznika w mleku przy wy-
korzystaniu składników, takich jak: % zawartość 
białka, % zwartość tłuszczu, stosunek tłuszczu 
do białka i laktozy w mleku krów rasy polskiej 
holsztyńsko-fryzyjskiej (HF) odmiany czarno- 
i czerwono-białej a kolejnymi laktacjami przy 
wykorzystaniu sztucznych sieci neuronowych 
o radialnych funkcjach bazowych (RBF).

Materiał i metody
W celu przeprowadzenia badań, doty-

czących wpływu kolejnych laktacji na zawartość 
mocznika w mleku, wykorzystano symulator ra-
dialnych funkcji bazowych (Radial Basis Func-
tion) z  zasobów pakietu Statistica12®. Wybór 
SSN do analizy posiadanych danych został zde-
terminowany przez ich cechę, jaką jest przepro-
wadzona analiza wrażliwości sieci na poszcze-
gólne zmienne wejściowe. Za zmienne wejściowe 
posłużył % białka, % tłuszczu, stosunek tłuszczu 

do białka i % laktozy. Analiza wrażliwości zosta-
ła wykonana w celu uzyskania informacji o za-
leżnościach zawartych w posiadanym zbiorze da-
nych (Rajala-Schultz i Saville, 2003). Wykorzy-
stano przydatność analizy wrażliwości do oceny 
wpływu numeru laktacji na zawartość mocznika 
w mleku (Kosiński, 2002; Niżewska i in., 2007; 
Guliński i in., 2008; Fatehi i in., 2012).

W celu wygenerowania zbioru odpowied-
niej topologii sieci neuronowych RBF wykorzy-
stano efektywną procedurę, zaimplementowaną 
w aplikacji Statistica v. 12® w postaci automa-
tycznego projektanta sieci neuronowych. Narzę-
dzie to pozwala skrócić czas poszukiwań właści-
wych sieci neuronowych, uczonych w oparciu 
o posiadany zbiór zmiennych.

Analiza wrażliwości została przeprowa-
dzona na podstawie składu mleka w kolejnych 
laktacjach. W tym celu wykorzystano procen-
tową zawartość białka, tłuszczu, stosunek tłusz-
czu do białka i laktozę. Dane obejmowały 2590 
próbnych udojów, uzyskanych od 370 krów rasy 
polskiej holsztyńsko-fryzyjskiej, odmiany czar-
no- i czerwono-białej. Krowy zostały podzielone 
w zależności od numeru laktacji  (I – 108 krów, 
II – 124 krowy, III – 138 krów).  Krów odmiany 
czarno-białej było 265 a odmiany czerwono-bia-
łej 105. Do analizy wykorzystano składniki mle-
ka z minimum 7 próbnych udojów przypadają-
cych na laktację od jednej krowy. Zwierzęta były 
utrzymywane w systemie wolnostanowiskowym 
w gospodarstwie produkcyjnym. Stado podzie-
lono na dwie grupy produkcyjne. Główną grupę 
stanowiły krowy o wydajności mlecznej ±20 kg 
mleka na dzień. Zwierzęta były żywione dawka-
mi pełnoporcjowymi (Total Mix Ration). Prób-
ne udoje zostały wykonane w pierwszej, drugiej 
i trzeciej laktacji w okresie od kwietnia do grudnia 
2013 r. przez specjalistę z Polskiej Federacji Hodow-
ców Bydła i Producentów Mleka, zgodnie ze standar-
dami.

Do interpretacji (jako zmienną wyjściową) 
przyjęto zawartość mocznika w mleku. Główny-
mi analizowanymi zmiennymi wejściowymi były 
składniki mleka, takie jak: procentowa zawar-
tość tłuszczu, białka, laktozy i stosunek tłuszczu 
do białka. Uwzględnione w analizie próbne doje 
były zróżnicowane ilościowo składem ze wzglę-
du na losowy dobór grup badawczych. Przyjęty 
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ny środek całej grupy w przestrzeni cech (Raja-
la-Schultz i Saville, 2003). W celu wyszukania 
najlepszych lokalizacji dla środkowych punktów 
każdego z klastrów na początek przyjmuje się lo-
kalizacje przypadkowe, a następnie doskonali się 
je tak, aby optymalnie dopasować każdy wzorzec 
do klastra danych wejściowych, którego środek 
jest najbliżej wzorca (Rajala-Schultz i Saville, 
2003; Boniecki, 2005).

Przy stosowaniu modelu liniowego funk-
cja błędu została oparta na sumie kwadratów 
(Root Mean Squared). Błąd RMS to sumaryczny 
błąd popełniany przez sieć na pewnym zbiorze 
danych. Miara błędu równa się sumie kwadratów 
różnic wartości przewidywanych (przez model) 
i rzeczywistych (obserwowanych) uzyskanych 
w przypadku perceptronowej trójwarstwowej 
sieci BRF, uczonej uniwersalną aproksymacją 
dowolnej funkcji ciągłej z wystarczającą dokład-
nością. Warstwą wyjściową było proste liniowe 
(ważone) sumowanie.

Uczenie sieci występuje jako problem 
aproksymacji, najlepszego dopasowania (rekon-
strukcji) hiperpowierzchni do danych treningo-

tok postępowania w analizie przedstawia rys.1.
Wybór stałych parametrów funkcji bazo-

wych jest dokonywany losowo przy rozkładzie 
równomiernym. Wybrana gaussowska funkcja 
radialna zakłada wartość odchylenia standardo-
wego funkcji zależnych od rozrzutu dobranych 
losowo centrów. Odległość między centrami jest 
jednakowa dla każdej funkcji bazowej.

Wyniki i ich omówienie
Losowy charakter procesu uczenia sieci 

powoduje, że sieci neuronowe opracowane do 
modelowania tego samego procesu mogą różnić 
się wartościami błędów (Rajala-Schultz i Saville, 
2003). Dlatego, przy wyborze sieci konieczne jest 
przyjęcie najlepszego modelu. W niniejszej pracy 
przyjęto, że kryterium wyboru najlepszego mode-
lu sieci neuronowej będą elementy zbioru uczące-
go  dzielonego na grupy elementów podobnych. 
W sieci RBF (Radial Basis Function) dzielenie 
wag neuronów radialnych metodą k-średnich 
(ang. k-means) wykorzystuje się do utworzenia 
k-klastrów poprzez określenie dla każdego z nich 
elementów modalnych, które reprezentują umow-

Rys. 1. Topologia modelu sieci RBF (Radial Basis Function)
Fig. 1. Neural network topology RBF model (Radial Basis Function)
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wych. Uczenie neuronów wyjściowych odbywa się 
poprzez jedno wyjście i wyznaczenie wektora wag.

Wybór SSN do analizy posiadanych da-
nych został zdeterminowany przez ich cechę, jaką 
jest przeprowadzona analiza wrażliwości sieci na 
poszczególne zmienne wejściowe. Wykorzystywana 

w sieciach analiza wrażliwości pozwala na odróż-
nienie ważnych zmiennych od tych, które niewiele 
wnoszą w wyniku działania sieci. Wskazuje zmien-
ne, które bez straty jakości sieci mogą być pominięte 
i zmienne kluczowe, których nie wolno pominąć. 
Zmienne wejściowe z reguły nie są zależne.

Tabela 1. Parametry wygenerowane przez sieci RBF dla I, II i III laktacji
Table 1. Parameters generated by RBF networks for I, II and III lactation

Testy sieci dla zbioru danych Laktacja I
Network tests for dataset Lactation I

TYP
TYPE

jakość (u)
quality (u)

jakość (t)
quality (t)

jakość (w)
quality (w)

algorytm
algorithm

aktywacje 
(ukryte)

activations 
(hidden 
layer)

aktywacje
(wyjściowe)
activations

(input layer)

1 RBF 4-11-1 0,30 0,14 4,69 RBF Gaussa
Gauss

liniowa
linear

2 RBF 4-11-1 0,37 0,22 1,03 RBF Gaussa
Gauss

liniowa
linear

3 RBF 4-11-1 0,37 0,41 5,06 RBF Gaussa
Gauss

liniowa
linear

Testy sieci dla zbioru danych Laktacja II
Network tests for dataset Lactation II

TYP
TYPE

jakość (u)
quality (u)

jakość (t)
quality (t)

jakość (w)
quality (w)

algorytm
algorithm

aktywacje 
(ukryte)

activations 
(hidden)

aktywacje 
(wyjściowe)
activations 

(input layer)
1 RBF 4-11-1 0,33 0,26 0,13 RBF Gaussa

Gauss
liniowa
linear

2 RBF 4-11-1 0,32 0,21 0,21 RBF Gaussa
Gauss

liniowa
linear

3 RBF 4-11-1 0,34 0,06 0,06 RBF Gaussa
Gauss

liniowa
linear

Testy sieci dla zbioru danych Laktacja III
Network tests for dataset Lactation III

TYP
TYPE

jakość (u)
quality (u)

jakość (t)
quality (t)

jakość (w)
quality (w)

algorytm
algorithm

aktywacje 
(ukryte)

activations 
(hidden)

aktywacje 
(wyjściowe)
activations 

(input layer)
1 RBF 4-11-1 0,72 0,63 0,47 RBF Gaussa

Gauss
liniowa
linear

2 RBF 4-11-1 0,72 0,48 0,43 RBF Gaussa
Gauss

liniowa
linear

3 RBF 4-11-1 0,72 0,59 0,37 RBF Gaussa
Gauss

liniowa
linear

RBF – Radial Basis Function; u – zbiór uczący – training test; t – zbiór testujący – test set; w – zbiór walidacyjny – validation 
test.
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Wygenerowane sieci neuronowe posia-
dały strukturę typu 4:11:1, tzn. że występuje 1 
warstwa ukryta, zawierająca 11 neuronów po-
siadających funkcję wykładniczą jako funkcję 
aktywacji. Liczba neuronów wejściowych wy-
nosiła 4 (% tłuszczu, % białka, stosunek tłusz-
czu do białka, % laktozy) oraz wyjściowych 1 
(mocznik). Do metody oceny jakości kwalifikacji 
sieci wykorzystuje się zbiór uczący, zbiór testo-
wy, walidację krzyżową. Dane uczące są loso-
wo dzielone na dwa rozłączne podzbiory: próbę 
uczącą (u) i próbę testową (t). Sieć uczy się za 
pomocą próby uczącej, a jakość sieci jest badana 
za pomocą próbki testowej. Strukturę wygenero-
wanych i wybranych sieci przedstawia tabela 1. 
Trzy kolumny w tabeli 1 określają jakość sieci dla 
zbioru uczącego, testowego i walidacji. Jakość ta 
jest wyrażona za pomocą współczynnika kore-

lacji liniowej pomiędzy wartościami zmiennych 
zależnych a wyjściem sieci.

Na podstawie wybranych modeli sieci 
RBF została przeprowadzona analiza wrażliwości 
zmiennych wejściowych. Miarą modelu neurono-
wego na zmienne wejściowe jest analiza wraż-
liwości, występująca jako iloraz błędów, który 
wskazuje na wzrost sumarycznego błędu popeł-
nionego przez model przy nieuwzględnieniu roz-
patrywanej zmiennej wyjściowej. Im większy jest 
iloraz błędów, tym większy wpływ ma zmienna 
na wynik końcowy sieci. 

Jeżeli iloraz błędów dla danej zmiennej 
jest równy lub mniejszy od 1, to zmienna nie ma 
wpływu na jakość uczenia i wynik sieci (Rzewul-
ska i Strabel, 2013 a). Tabele 2, 3 i 4 przedsta-
wiają analizę wrażliwości dla pozyskanych sieci 
i poszczególnych laktacji.

Tabela 2. Analiza wrażliwości dla laktacji I
Table 2. Sensitivity analysis for lactation I

Analiza wrażliwości  dla Próby: uczenia, testowania, walidacji dla laktacji I
Sensitivity analysis for training, test and validation sets, lactation I

sieci
networks % lak % bi tł/bi % tł

RBF 4-11-1 1,00 0,99 0,99 0,99

RBF 4-11-1 0,99 1,00 0,99 0,99

RBF 4-11-1 1,02 1,02 1,02 1,01

Tabela 3. Analiza wrażliwości dla laktacji II
Table 3. Sensitivity analysis for lactation II

Analiza wrażliwości  dla Próby: uczenia, testowania, walidacji dla laktacji II
Sensitivity analysis for training, test and validation sets, lactation II

sieci
networks % lak tł/bi % bi % tł

RBF 4-11-1 1,11 1,08 1,03 1,04

RBF 4-11-1 1,06 1,01 1,06 1,02

RBF 4-11-1 1,08 1,15 1,06 1,07
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Tabela 4. Analiza wrażliwości dla laktacji III
Table 4. Sensitivity analysis for lactation III

Analiza wrażliwości  dla Próby: uczenia, testowania, walidacji dla laktacji III
Sensitivity analysis for training, test and validation sets, lactation III

sieci
networks % lak % tł % bi tł/bi

RBF 4-11-1 1,25 1,16 1,18 1,07
RBF 4-11-1 1,15 1,12 1,07 1,07
RBF 4-11-1 1,27 1,17 1,16 1,07

RBF – Radial Basis Function; % tł – procentowa zawartość tłuszczu – percentage of fat; % bi – procentowa zawartość białka 
– percentage of protein; % tł/bi – procentowy stosunek tłuszczu do białka – fat to protein percentage; % lak – procentowa 
zawartość laktozy – percentage of lactose.

wydajnych. Ta zależność została potwierdzona 
badaniami (Niżewska i in., 2007). Prace innych 
autorów wskazały, że wraz ze wzrostem zawarto-
ści tłuszczu malała zawartość mocznika w mleku 
(Guliński i in., 2008).

Opisane wyżej wyniki wykazują także 
wpływ białka na zawartość mocznika w laktacji 
pierwszej, natomiast badania własne dowodzą, że 
uzyskane w kolejnych laktacjach wyniki w anali-
zie wrażliwości mają wpływ na laktozę i stosunek 
tłuszczu do białka. Zależność wzrostu zawartości 
białka w mleku od zawartości mocznika została 
potwierdzona badaniami wielu autorów (Jonker 
i in., 1999; Godden i in., 2001; Fatehi i in., 2012; 
Rzewulska i Strabel, 2013 a), którzy zwracają 
uwagę na wzrost zawartości białka i mocznika 
w obrębie poszczególnych laktacji. Literatura po-
twierdza, że wraz ze wzrostem wydajności mleka 
wzrasta zawartość mocznika (Godden i in., 2001; 
Arunvipas i in., 2003).

W podsumowaniu można stwierdzić, że 
na zawartość mocznika w mleku krów ma wpływ 
zawartość laktozy, białka, tłuszczu i stosunek tłusz-
czu do białka. Zawartość ww. składników zmienia 
się w zależności od kolejnych laktacji. Wpływ lak-
tozy i białka na zawartość mocznika był istotnie 
znaczący w przeprowadzonej analizie wrażliwości 
dla laktacji pierwszej. Dla drugiej i trzeciej laktacji 
stwierdzono natomiast wpływ procentowej zawar-
tości laktozy. Przeprowadzona analiza wrażliwości 
wygenerowanych modeli sieci wykazała wpływ 
numeru laktacji na zawartość mocznika przy wy-
branych składnikach mleka wykorzystanych jako 
neurony wejściowe w sieci.

Na podstawie wyników analizy wraż-
liwości zawartych w tabelach 2, 3 i 4 stwierdza 
się, że wszystkie wykorzystane składniki mleka 
z próbnych dojów miały wpływ na zawartość 
mocznika w mleku. Wyniki analizy wrażliwości 
dla laktacji I wskazują na możliwość kontynuacji 
modelowania sieci z pominięciem zmiennych 
wejściowych, takich jak: procentowa zawartość 
tłuszczu i stosunek tłuszczu do białka. Laktacja 
I różni się pod względem wyników analizy wraż-
liwości od laktacji II i III. W literaturze można 
znaleźć prace potwierdzające istnienie różnic 
między laktacjami (Jonker i in., 1999; Fatehi i in., 
2012; Rzewulska i Strabel, 2013 b). Na wysoką 
zawartość mocznika w mleku wskazuje nieefek-
tywne wykorzystanie białka ogólnego, co zwięk-
sza koszty związane z żywieniem krów oraz za-
nieczyszczeniem środowiska (Rzewulska i Stra-
bel, 2013 a).

Przedmiotem wielu badań była zależność 
występującą między zawartością mocznika a ko-
lejną laktacją (Guliński i in., 2008; Fatehi i in., 
2012). Autorzy w swoich badaniach stwierdzili, 
że zawartość mocznika w mleku z dwóch pierw-
szych laktacji była wyższa niż z laktacji póź-
niejszych. Wyniki badań wielu innych autorów 
wskazują na wahania poziomu mocznika przy 
zróżnicowanej wydajności mlecznej (Johnson 
i Young, 2003; Guliński i in., 2008; Sawa i in., 
2010; Fatehi i in., 2012; Rzewulska i Strabel, 
2013 a,b). Wyniki analizy wrażliwości wskazu-
ją na istotny wpływ tłuszczu w laktacji trzeciej. 
Wraz ze wzrostem zawartości mocznika wzrasta 
zawartość tłuszczu w przypadku stad wysoko 
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Wnioski
Stan początkowy sieci wpływa w pe-

wien sposób na możliwości jej nauki. Stosowa-
nie zwiększonej ilości neuronów wejściowych 
(zmienne wejściowe – składniki mleka) lub ukry-
tych (neuronów radialnych) może ułatwić albo 
utrudnić proces uczenia się sieci. Następuje to 
poprzez zwiększenie różnorodności w wagach 
końcowych. Wymagany stopień skomplikowania 
budowy sieci (liczba neuronów ukrytych, liczba 

redukcji wag) jest powiązany z trudnością pro-
blemu. SNN wydają się być odpowiednim narzę-
dziem do kolejnych, szczegółowych obserwacji 
dotyczących zawartości mocznika w mleku krów 
wysoko wydajnych, przy wykorzystaniu szerszej 
bazy zmiennych zależnych. Celowe wydaje się 
wykorzystanie nowoczesnych metod konstrukcji 
i eksploatacji modeli neuronowych w procesie 
analizy wpływu czynników nieżywieniowych na 
skład chemiczny uzyskiwanego mleka.
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Fot. B. Borys

ESTIMATING  THE  EFFECT  OF  SOME  MILK  COMPONENTS  ON  UREA   CONCENTRATION 
USING  ARTIFICIAL  NEURAL  NETWORKS

Summary

The objective of the study was to use the advantages of artificial neural networks to determine the impact 
of consecutive lactations on milk urea. In the observations factors such as milk fat percentage, protein percentage, 
fat to milk ratio, and lactose were used. The study used data from test-day milk from a production farm in the 
Dolnośląskie voivodeship. The analysis revealed that the effect of selected milk components in different lactations 
changes based on the chosen SSN model. The obtained results may confirm the influence of next lactation on urea 
and selected components in milk. The use of artificial neural network in research can be a helpful instrument to 
model and examine nonlinear and complex correlations between factors affecting its course.

Key words: neural networks, urea, milk composition


